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Bayesovska statistika



Srovnani dvou pfistupu ke statistice L0000

f,lr\/L/W /0
Frekventisticky/klasicky pFistup ! I P w;

» Pravdépodobnost je dlouhod frekvence (z 6000 hodu
kostkou padla Sestka 1026- krat). Je to objektivni vlastnost
realného svéta.

» Parametry jsou pevné, neznamé konstanty. Nelze o nich
fikat Mé pravdépodobnostni vyroky.

» Navrhujeme statistické procedury tak, aby mély zadané
dlouhodobé vlastnosti. Napf. 95 % z naSich intervalovych
odhadl pokryje neznamy parametr.

Bayesovsky pristup

» Pravdépodobnost popisuje, jak moc veéfime néjakému jevu,
jak moc jsme ochotni se vsadit. (Pravdépodobnost, ze
Thomas Bayes mél 18. prosince 1760 Salek Caje, je 90 %.)

» MuizZeme vyslovovat pravdépodobnostni vyroky i o
parametrech (tfebaze jsou to pevné konstanty).

» Spocitame distribuci 9 a z ni tvofime bodové a intervalové
odhady, atd.

P



Wl oo ", s A

Bayesovska metoda — zakladni posis/ 9~ uls)
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> [0/=,6 mala théta, 0 je velké théta

neznamy parametr povazujeme za nghodnou veli¢inu ©

zvolime apriorni distribuci (prior distribution), neboli A5
hustotu pravdépodobnosti fg (1) nezavislou na datech. ~~ if;_ :

zvolime statisticky model fx e (z[9), ktery popisuje, cO <. ”

namé&fime (s jakou pravdépodobnosti), v zavislosti na ~ 74
hodnoté parametru 2 %“%4 Poel~ )

poté, co pozorujeme hodnotu X = z, spoc€itame #/4
posteriorni distribuci (posterior distribution), fe|x (V|x) //@G//k (

z té pak odvodime, co potfebujeme napf. najdeme a, b, aby
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Bayesova véta P( L Bk ) ;m& -,
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Véta (Bayesova pro dlskretnl nahodné veliciny)
X, © jsou diskrétni n.v. pko/ &) P(6-2)

Hor/4-+) pxjo(xl9)po(9)
> yerme Px|e(® W')p@@g’)'

(scitance s po (V') = 0 povaZujeme za 0).

po|x (V|z) =

Véta (Bayesova pro spojité nahodné veliCiny)
X, © jsou spojité n.v., které maji hustotu fx, fe i sdruZenou
hustotu fx e

fxie(z|?) fo (V)
f@|X(19‘x) fﬂleR fX|6( |19/)f@(19/)d19/

(sCitance s fo(¥') = 0 povaZujeme za




Bayesovské bodové odhady — MAP a LMS

MAP — Maximum A-Posteriori ( o /
Volime ¥ tak, aby maximalizovalo [
e L)

> pe|x (V|z) v diskrétnim piipadé Lfidd . PG ,,/Lr//f I

> fox(V|r) ve spojitém pfipadé
ﬁ@»/*lepd/

LMS - Least Mean Square
TéZ metoda podminéné stfedni hodnoty.

> Volimed =E(0 | X = x)
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ﬂIjgklad 1 By

Bayesovsky klasifikator spamua:

» vytvofime seznam podezielych slov (money, win,
pharmacy, ...)
» N.v. X; popisuje, zda email obsahuje podezrelé slovo w;.
> N.v. © popisuje, zda email je spam © = 1 nebo ne © = 0. o
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Ptiklad 2 hae uyt)

Romeo a Julie se maji sejit pfesné v poledne. Julie ale prijde

pozdé o dobu popsanou nahodnou veli¢inou X ~ U(0,9).

Parametr ¥ modelujeme ndhodnou veli¢inou © ~ U(0,1). Co z

namérené hodnoty X = x usoudime 0 97 A
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PHklad3 ..

Pozorujemelnahodné veliéiny X =(X1,...,Xn),

pFedpokIédéme X; ~ N(9,07) a ¥ je hodnota nahodné vellcmy

© ~ N(zg,00). Co z namerenych hodnot X = z = (z1,.. wn
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Priklad 4

Hazime minci, pravdépodobnost, Ze padne panna je . Z n
hodd padla panna v X = k pfipadech. Pokud na$e apriorni
distribuce byla U (0, 1), jaka bude distribuce posteriorni?
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Stredni hodnota a soucet Ctvercl

Véta
Pro libovolnou n.v. © je hodnota E(© — 19)2 nejmensi pro

9 =E(O). I
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Podminéna hodnota dava nejmensi soucet Ctvercu

Véta
Bodovy odhad ¥ = E(@ | X = x) je nestranny a ma nejmensi
mozZnou hodnotu IF(@ — ) / v



	Bayesovská statistika

